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Introducción



El modelo del ciclo económico real (RBC)

Kydland y Prescott usan un modelo neoclásico de crecimiento para
estudiar fluctuaciones económicas. Los pasos de su metodología:

1. Partir del modelo neoclásico de crecimiento

2. Modificar las cuentas nacionales para hacerlas consitentes con la teoría

3. Restringir modelo para que sea consistente con los hechos del crecimiento

4. Introducir un proceso de shock de Markov

5. Hacer una aproximación lineal-cuadrática

6. Calcular el equilibrio competitivo

7. Simular la economía del modelo

8. Examinar los indicadores clave del ciclo económico y realizar inferencias
científicas

9. Revisar consistencia del modelo con observaciones de hogares y firmas
individuales.
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Algunos conceptos útiles



Proceso estocástico de tiempo discreto

• Un proceso estocástico de tiempo discreto es una
colección de variables aleatorias, indexadas por un
tiempo discreto. Por ejemplo {Yt}∞t=−∞, donde Yt es una
variable aleatoria.

• Una serie de tiempo es una colección de realizaciones
provenientes de un proces estocástico de tiempo discreto.
Por ejemplo {yt}∞t=−∞, donde yt es el valor que tomó la
variable aleatoria Yt.
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Estacionariedad estricta

Un proceso estocástico es estrictamente estacionario si todas
sus variables aleatorias tienen la misma distribución.
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Autocovarianza

En un proceso estocástico, la autocovarianza de j rezagos es

γt,j = Cov (Yt, Yt−j) = E [(Yt − µ) (Yt−j − µ)]
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Estacionariedad en covarianza

Una serie de tiempo {Yt}∞t=−∞ es covarianza-estacionaria si
para todo momento t se cumple

E (Yt) = µ

Var (Yt) = σ2

Cov (Yt, Yt−j) = γj

es decir, su media, su varianza, y sus autocovarianzas son
constantes en el tiempo.
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Ejemplo 1:

Procesos no estacionarios



E (Yt) cambia con el tiempo.
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Var (Yt) cambia con el tiempo.
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Representación de un proceso estacionario

• En dominio de tiempo τ :

yt = µ+
∞∑
τ=0

ψτ ϵt−τ

• En dominio de frecuencias ω:

yt = µ+

∫ π

0
[αω cos(ωt) + δω sin(ωt)] dω
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Espectro

El espectro de un proceso aleatorio con autocovarianzas γj es
la función

sY (ω) =
1

2π

∞∑
j=−∞

γje
−iωj

=
1

2π

γ0 + 2

∞∑
j=1

γj cos(ωj)


Su inversa es la autocovarianza:

γk =

∫ π

−π
sY (ω)e

iωk dω

=

∫ π

−π
sY (ω)cos(ωk) dω
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Ejemplo 2:

Espectro de un proceso ruido
blanco



El proceso ruido blanco {ϵt}∞t=−∞ cumple que

• E ϵt = 0

• Var ϵt = σ2

• Cov(ϵt, ϵt−k) = 0 para todo k ̸= 0

Su espectro es

sϵ(ω) =
1

2π

γ0 + 2

∞∑
j=1

γj cos(ωj)


=
σ2

2π
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Interpretación del espectro

• El espectro es simétrico: s(−ω) = s(ω)

• La varianza de un proceso estocástico es

γ0 =

∫ π

−π
sY (ω)cos(ω×0) dω =

∫ π

−π
sY (ω) dω = 2

∫ π

0
sY (ω) dω

• Entonces, el espectro permite descomponer la varianza de
un proceso como la suma de las varianzas aportadas por
ciclos de distintas frecuencias.
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Ejemplo 3:

El ciclo económico



• La relación entre frecuencia ω y periodicidad p es:

ωp = 2π

• Suponga que el PIB trimestral sigue un proceso
estocástico estacionario, y que se define el ciclo
económico como aquellos movimientos cíclicos del PIB
que se repiten cada 6 a 32 trimestres.

• La varianza del PIB trimestral asociada al ciclo económico
es

2

∫ π/3

π/16
sY (ω) dω
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Procesos estacionario (luego de transformarse)

Suponga que {St}∞t=−∞ es un proceso estacionario. Entonces

• {Xt}∞t=−∞ es un proceso estacionario alrededor de una
tendencia si

Xt = α+ βt+ St

• {Zt}∞t=−∞ es un proceso estacionario en diferencia si

Zt = Zt−1 + St
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La fórmula de Euler

La fórmula de Euler muestra que

eiω = cosω + i sinω

Esto implica que

eiω + e−iω = 2 cosω

eiω − e−iω = 2i sinω
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Filtro

• Un filtro es una transformación de un proceso estocástico
en otro por medio de una operación con rezagos:

Xt = A(L)Yt

• Si el espectro del proceso original es sY (ω), entonces el
espectro del proceso filtrado es

sX(ω) = A
(
eiω
)
A
(
e−iω

)
sY (ω)

• Al término A
(
eiω
)
A
(
e−iω

)
se le conoce como la ganacia

cuadrática del filtro.
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Ejemplo 4:

Obteniendo el espectro



Suponga que Xt se obtiene por primera diferencia de Yt:

Xt = Yt − Yt−1 = (1− L)Yt

La ganancia cuadrática de esta operación es:(
1− eiω

) (
1− e−iω

)
= 2−

(
eiω + e−iω

)
= 2 (1− cosω)

El filtro aumenta (disminuye) varianza de componentes que tardan menos (más) de 6 períodos en repetirse.
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El proceso AR(1) es

yt = ϕyt−1 + ϵt

= (1− ϕL)−1ϵt

Entonces su espectro es

sy(ω) =
(
1− ϕeiω

)−1 (
1− ϕe−iω

)−1
sϵ(ω)

=
[
1 + ϕ2 − ϕ

(
eiω + e−iω

)]−1 σ2

2π

=
σ2

2π (1 + ϕ2 − 2ϕ cosω)
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El proceso MA(1) es

yt = ϵt + θϵt−1 = (1 + θL)ϵt

Entonces su espectro es

sy(ω) =
(
1 + θeiω

) (
1 + θe−iω

)
sϵ(ω)

=
[
1 + θ2 + θ

(
eiω + e−iω

)] σ2
2π

=
σ2
(
1 + θ2 + 2θ cosω

)
2π
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El filtro Hodrick-Prescott



Desagregación de una serie de tiempo

• Tenemos una muestra de T observaciones de la variable
aleatoria Yt:

{y1, y2, . . . , yT }

• Yt tiene dos componentes: crecimiento (tendencia) st y
ciclo ct.

yt = st + ct

• Asumimos que la tentencia es una curva suave, aunque
no necesariamente una línea recta.

19



Tendencia en los datos

y, s

t

datos
tendencia

yt = st + ct
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Objetivos en conflicto

• Para “extraer” la tendencia, buscamos una nueva serie

{s1, s2, . . . , sT },

balanceando estos dos objetivos:
1. el ajuste a los datos originales
2. que la tendencia resultante sea suave

• La importancia relativa de estos dos factores se pondera
con el parámetro λ.
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El filtro Hodrick-Prescott

Formalmente, la tendencia se define por:

sHP
i = argmin

s1,...,sT

{
T∑
t=1

(yt − st)
2 + λ

T−1∑
t=2

[(st+1 − st)− (st − st−1)]
2

}

= argmin
s1,...,sT

{
T∑
t=1

(yt − st)
2 + λ

T−1∑
t=2

(st+1 − 2st + st−1)
2

}
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Un pequeño truco de algebra lineal

Definamos las matrices

Y =


y1

y2
...
yT

 S =


s1

s2
...
sT



AT−2×T =


1 −2 1 0 . . . 0 0 0 0

0 1 −2 1 . . . 0 0 0 0
. . .

0 0 0 0 . . . 0 1 −2 1


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Reescribiendo el problema de optimización

sHP
i = argmin

s1,...,sT

{
T∑
t=1

(yt − st)
2 + λ

T−1∑
t=2

(st+1 − 2st + st−1)
2

}

= argmin
S

{
(Y − S)′(Y − S) + λ(AS)′(AS)

}

= argmin
S

{
Y ′Y − 2Y ′S + S′(I + λA′A)S

}
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Resolviendo el problema

• Tomando la condición de primer orden

SHP = argmin
S

{
Y ′Y − 2Y ′S + S′(I + λA′A)S

}

⇒− 2Y + 2
(
I + λA′A

)
S = 0

• Entonces, el filtro HP es

SHP =
(
I + λA′A

)−1
Y (tendencia)

CHP ≡ Y − SHP =
[
I −

(
I + λA′A

)−1
]
Y (ciclo)
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Escogiendo λ

• El resultado de filtrar es muy sensible a la escogencia de λ
• Como regla, el λ que se escoge depende de la frecuencia
de los datos

• Anual ⇒ 100

• Trimestral ⇒ 1600

• Mensual ⇒ 14400
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Ejemplo 5:

Series filtradas con λ = 1600



PIB real EEUU, dólares de 2009
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Consumo real EEUU, dólares de 2009
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Cogley y Nason 1995

Cuando medimos el componente del ciclo económico de una
serie de tiempo, ¿es buena idea utilizar el filtro
Hodrick-Prescott?

Sí, si la serie de tiempo es estacionaria alrededor de
una tendencia

No, si la serie de tiempo es estacionaria en diferencia
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El filtro Hodrick-Prescott, versión asintótica

Si contaramos con infinitas observaciones, la tendencia sería

sHP
t = argmin

st


∞∑

j=−∞
(yt − st)

2 + λ

∞∑
j=−∞

(st+1 − 2st + st−1)
2


= argmin

st

∞∑
j=−∞

{
(yt − st)

2 + λ
[(
L−1 − 2 + L

)
st
]2}

La condición de primer orden es

yt − st = λ
(
L− 2 + L−1

)2
st

= λ
(
L0.5 − L−0.5

)4
st

⇒ st =
[
1 + λ

(
L0.5 − L−0.5

)4]−1
yt
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El componente cíclico

El componente cíclico del filtro HP es

cHP
t =

λ
(
L0.5 − L−0.5

)4
1 + λ (L0.5 − L−0.5)4

yt

Es decir, podemos escribir el filtro HP (asintótico) como
cHP
t = A(L)yt, donde

A(L) =
λ
(
L0.5 − L−0.5

)4
1 + λ (L0.5 − L−0.5)4

=
λB(L)

1 + λB(L)
=
λL−2(1− L)4

1 + λB(L)

Note que B(L−1) = B(L), y por tanto A(L−1) = A(L)
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Espectro de una serie filtrada por HP

Note que

B
(
eiω
)
=
(
e0.5iω − e−0.5iω

)4
=
(
2i sin

ω

2

)4
= 16 sin4

ω

2

Así, el espectro de la serie filtrada está relacionado con el de
la serie original por

sc(ω) =

(
16λ sin4 ω

2

1 + 16λ sin4 ω
2

)2

sy(ω)
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Ganancia cuadrática del filtro HP

La ganancia cuadrática del filtro HP es(
16λ sin4 ω

2

1 + 16λ sin4 ω
2

)2

El filtro remueve los ciclos de baja frecuencia, pero no altera
los de frecuencia media o alta.
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¿Descomposición espectral de un proceso no estacionario?

• En la práctica, el filtro HP se aplica a series no
estacionarias (después de todo, fue diseñado para separar tendencia de

ciclo!)
• Sin embargo, la representación espectral de un proceso
no estacionario no está definida!

• Para estudiar los efectos de filtrar las series, imagine que
el filtro es un procedimiento que realiza dos operaciones:

1. Estacionariza la serie con una transformación apropiada
2. Trabaja en el componente estacionario.

• Entonces es posible analizar el efecto del filtro sobre el
componente cíclico estudiando la segunda operación.
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Filtrando un proceso estacionario alrededor de tendencia

cHP
t = A(L)Xt

= A(L) (α+ βt+ St)

= A(L) (α+ βt) +A(L)St

=
λL−2(1− L)4

1 + λB(L)
(α+ βt) +A(L)St

=
λL−2(1− L)2

1 + λB(L)
(1− L)2 (α+ βt) +A(L)St

= A(L)St

Es decir, aplicar el filtro HP a un proceso TS es equivalente a
filtrar solo su componente (cíclico) estacionario.
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Filtrando un proceso estacionario en diferencia

cHP
t = A(L)Zt

= A(L)(1− L)−1St

= (1− L)−1A(L)St

• Es decir, aplicar el filtro HP a un proceso DS no es
equivalente a filtrar solo su componente (cíclico)
estacionario.

• Equivale a aplicar el filtro (1− L)−1 luego de haber
aplicado el filtro A(L).

• La ganancia cuadrática de este segundo filtro es
1

2 (1− cosω)
=

1(
2 sin ω

2
2
)
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Ganancia cuadrática del filtro HP, aplicado a serie DS

En este caso la ganancia cuadrática es(
8λ sin3 ω

2

1 + 16λ sin4 ω
2

)2

El filtro aumenta excesivamente la volatilidad de los ciclos de
media frecuencia!!!
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Lección

• La aplicación del filtro Hodrick-Prescott a procesos
estacionarios en diferencia potencialmente sesgará los
resultados que se obtienen de la evaluación de modelos
RBC.
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El filtro Baxter-King



Requisitos para un filtro

• Debe extraer un rango especificado de periodicidades,
dejando las otras intactas

• El filtro “band-pass” ideal no debe introducir cambios de
fase

• El filtro debe ser una aproximación óptima del filtro
“band-pass” ideal

• La aplicación del filtro aproximado a una serie con
tendencia debe resultar en una serie estacionaria

• El filtro debe extraer componentes del ciclo real que no
están relacionados al tamaño de muestra

• El método debe ser operacional
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El filtro ideal

• Burns y Mitchell (NBER) definen los ciclos reales como
componentes cíclicos con una duración de al menos 6
trimestres, y típicamente no más de 32 trimestres.

• El filtro ideal debe extraer las frecuencias ω ∈
[
2π
32 ,

2π
6

]
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El filtro “low pass” ideal

• El filtro “low pass” ideal β(ω) debe ser tal que

β(ω) =

1, |ω| ≤ ω

0, |ω| > ω

• En dominio temporal este filtro ideal sería

b(L) =

∞∑
h=−∞

bhL
h

donde

b0 =
ω

π
y bh =

sin(hω)

hω
, para h = 1, 2, . . .
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El filtro “low pass” ideal: ilustración
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El filtro “low pass” óptimo

• El filtro “low pass” óptimo para K rezagos se optiene
truncando el filtro ideal al rezago K .

• Así, el filtro óptimo es

b(L) =

K∑
h=−K

bhL
h

donde

b0 =
ω

π
y bh =

sin(hω)

hω
, para h = 1, 2, . . . ,K
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El filtro “high pass” ideal

• El filtro “high pass” ideal β(ω) debe ser tal que

β(ω) =

0, |ω| ≤ ω̄

1, |ω| > ω̄

• En dominio temporal este filtro ideal sería

a(L) =

∞∑
h=−∞

ahL
h

donde

a0 = 1−b0 = 1− ω̄
π

y ah = −bh = −sin(hω̄)

hω̄
, para h = 1, 2, . . .

44



El filtro “high pass” ideal: ilustración
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El filtro “high pass” óptimo

• El filtro “high pass” óptimo para K rezagos se optiene
truncando el filtro ideal al rezago K .

• Así, el filtro óptimo es

a(L) =

K∑
h=−K

ahL
h

donde

a0 = 1− ω̄

π
y ah = −sin(hω̄)

hω̄
, para h = 1, 2, . . . ,K
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El filtro “band pass” ideal

• El filtro “band pass” ideal β(ω) es una combinación de un
filtro “low-pass” y uno “high-pass”

β(ω) =

1, ω ≤ |ω| ≤ ω̄

0, de lo contario

• En dominio temporal este filtro ideal sería

a(L) =

∞∑
h=−∞

ahL
h

donde
ah = b̄h − bh

donde b̄ y b son los coeficientes de los filtros low-pass con
ω̄ y ω
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El filtro “high pass” ideal: ilustración
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El filtro “band pass” óptimo

• El filtro “band pass” óptimo para K rezagos se optiene
truncando el filtro ideal al rezago K .
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FIGURE 2.--CONSTRAINED APPROXIMATE HIGH-PASS FILTERS 
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The constraint that ax(O) = 1 may be incorporated as a 
side condition to the minimization problem discussed above. 
Using the results of appendix B, we find the following 
modification of the optimal approximate filter weights, ah, as 
functions of the weights of the ideal low-pass filter, bh, 

ah= bh + 0, (9) 

where 0 is a constant that depends on the specified maximum 
lag length, K. That is, since we require that the filter weights 
sum to one, (!.f=-Kah = 1), the normalizing constant is 0 = 
(1 - "i.f=-xhh)/(2K + 1). Thus, the constraint that the low­
pass filter places unit weight at the zero frequency results in 
a relatively simple adjustment of the filter weights. 

Similar adjustments are necessary when constructing 
optimal truncated high-pass and band-pass filters subject to 
constraints on the frequency-zero value of the frequency­
response function. As discussed above, the unconstrained 
band-pass filter has weights that are the difference between 
two low-pass filters; i.e., the weights are bh - !z;, where bh is 
the filter weight at lag/lead h for the upper-cutoff filter and !z;, 
is the weight for the lower-cutoff filter. The constrained 
band-pass filter involves the requirement that the sum of its 
weights must be zero. Hence, the weights in the constrained 

to zero (that the frequency response is zero at the zero frequency). 
Accordingly, in appendix B, we study constrained approximation problems 
with the generic constraint <!> = aK(O). 
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D. Truncated Filter K=16 

cycles per period 

optimal band-pass filter are 

(b,, - !z;,) + (0 - _!!), 

0.5 

(10) 

where e is the adjustment coefficient associated with the 
upper-cutoff filter and!! is the adjustment coefficient associ­
ated with the lower-cutoff filter. (See appendix B for 
additional discussion of this point.) That is, the constrained 
optimal Kth-order band-pass filter is simply the difference 
between two constrained optimal Kth-order low-pass filters. 
Throughout the remainder of the paper, we consider only 
band-pass filters with this zero-frequency constraint im­
posed. We use the notation defined above, BPx(p, q), to 
denote our approximation to the ideal band-pass filter that 
passes cycles between p and q periods. 

F. The Effects of Truncation 

This section explores the effect of changes in the maxi­
mum lag length, K, on the shape of the constrained low-pass 
and high-pass filters. If we choose an approximating moving 
average with maximum lag length K, implementing the filter 
means that we lose 2K observations (i.e., K leads and K 
lags). There is no "best" value of K; increasing K leads to a 
better approximation to the ideal filter, but results in more 
lost observations. Thus, the researcher will have to balance 
these opposing factors: The best choice of K in a particular 
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